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概 要

独立成分解析1(Independent Component Analysis:
ICA)は 1980年代から盛んに研究されるようになった
多変量解析の手法である．90年代後半には一通りの
理論的な基礎が確立し，以後，様々な分野での応用が

期待されている．しかし，それぞれの問題には特有の

困難があり，単に ICA の手法を当てはめれば良いと
いうわけにはいかない．本稿ではこれまでの ICA の
研究を簡単に紹介し，ICAを用いる際，どのような困
難があるのかを示し，今後の研究にはどのような可能

性があるのかについて考える．

1 はじめに

ICA の研究は 1980年代， Jutten と Herault らに
よるものが最初であるとされている2．その後理論的

には Comon[3], Amari & Cardoso[4] などが基礎を築
いたといえる．ICAの名が付けられたのは Comon の
論文からである．

既存の理論としては，統計学における主成分分析

(PCA) の手法，そして projection persuit と呼ばれ
る手法と密接な関係がある．特に projection persuit
と ICA とは手法自体にはそれほど差が無い．ただし，
ICAが仮定する，観測は独立成分の線形な重ね合わせ
である，というモデルは独自のものと言ってよい．詳

しくは次節に述べるが，この問題の簡単さ，理論の美

しさが ICA の特徴の一つである．

1独立成分分析と呼ばれることもあるだろう．日本語の名称は統
一されていないものと思う．

2当時の論文は手に入らないが，[1] がその内容を代表するもの
の一つであり，また [2] に彼等のグループでの ICA に関する研究
がまとめられている

実際の信号処理の問題に ICAを適用し，得られた結
果は興味深いものであった．EEG データ [5]や fMRI
データ [6]に対する結果では，今まで簡単には得られ
なかった特徴的な信号が独立性の仮定から導かれるこ

とが示された．また，自然画像に対して用いることで

視覚野の細胞の受容野と同様の特徴が得られること

[7, 8]が示され，さらに混合音声の分離問題に対する
結果から，時間遅れを含む畳み込み混合の問題に対し

ても有効性が示された [9, 10]．

広く研究が行なわれるようになった要因の一つには，

簡単に使えるプログラムがインターネット上で配布され

たことも挙げられる．特に有名なものは，J-F. Cardoso
らの JADE と呼ばれるもの [11]， A. Hyvärinen ら
の FastICA と呼ばれるもの [12] である．その他にも
様々なものが ICA central という web page からダウ
ンロードできるようになっている [13]．これらはほと
んどが無償で配布されており Matlab という数値計算
用の高級言語 (商用ソフト)があればすぐに利用可能
なプログラムである．

以上のように，ICA はその問題の簡単さ，複数の
問題で新しい結果得られたこと，さらに幾つかのアル

ゴリズムがプログラムとして利用可能な形で配布され

たことにより，様々な方面から注目が集まった．当然，

実用レベルの応用が期待されているが，現在も研究レ

ベルのものが多い．これは，既存の ICA の解法が実
用に対しては十分でないことを示している．

では，ICAは使えない技術なのだろうか．我々はそ
うではないと考えている．ICAは信号の「独立性」と
いう概念を初めて明示し，新しい解析法を提案した．

しかし「独立性」という概念は万能ではなく，この概

念を正しく理解し用いなければ効力は発揮されない．

本稿では，次節以降で理論的な背景を示し，応用例を
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通じて ICA の用い方について述べていく．

2 解法

2.1 ICA の問題

信号源が次のベクトルで与えられるとする．

s(t) = (s1(t), . . . , sn(t))T
t = 0, 1, 2, . . .

s(t) の各成分の平均は 0，各成分は互いに独立である
とする．T は転置を表わす．観測は，

x(t) = (x1(t), . . . , xm(t))T
t = 0, 1, 2, . . .

で表すものとする．x の次元 m と信号源の数 n は必

ずしも一致しない．ここで s(t) と x(t) との間に，

x(t) = As(t), (1)

という線型の関係を仮定する (図 1)．A は m × n の

実数行列である．ICA の目的は s(t) の独立性の仮定
から A に関する知識を持たずに x(t) を n 個の独立

な成分に分離することである．
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図 1: 2入力 2出力の ICA の問題

n ≤ m であるならば解は存在する．すなわち，あ

る n × m の実数行列 W が存在し，

y(t) = Wx(t), (2)

によって互いに独立な y(t)を再構成できる．WA = I

(I は n× n の単位行列)となれば y(t) と s(t) は一致
する．しかし，y(t)の成分の順番を入れ替えても独立
性は保たれ，各成分の大きさも独立性には影響しない

ことから WA = PD (P は各列，各行に一つだけ 1
を持つ n × n の行列，D は n × n の対角行列)とな
れば良いとする．

2.2 独立性の定義と解法

ICAの解法を考える上で「信号の独立性」をどのよ
うに定義するかが問題となる．現在用いられている解

法のほとんどは，次に示す 3つの定義のいずれかを用
いている [14, 15]．順に述べていくことにする．

非正規性

ここでは JADE や FastICA でも用いられており，
ICA の手法の大部分を占める考え方について述べる．

信号 si が正規分布でない (非正規な)未知の確率分
布にしたがっていると仮定する．仮に正規分布にした

がうものがあったとしても高々一つだとする．行列 W

によって観測信号 x を分離し，y を得たとする．こ

の y の同時分布密度関数を，

p(y) = p(y1, · · · , yn)

と置く．行列 W によって独立成分に分離できたので

あれば y の各成分 yi は独立になる．p(yi) を yi につ

いての周辺分布密度関数とすれば

p(y) =
n∏

i=1

p(yi)

とかけることになる．そこで，非正規性を用いて p(y)
と
∏n

i=1 p(yi)とが一致するように W を求めるのがこ

の手法である．

p(y) と
∏n

i=1 p(yi) とが一致するかどうかは
Kullback-Leibler 情報量 (この場合は相互情報量と一
致する)を用いて測るのが一般的である．KL 情報量
の定義は次の通りである，

KL(W ) =
∫

p(y) log
p(y)∏n

i=1 p(yi)
dy (3)

= −H(Y ; W ) +
n∑

i=1

H(Yi; W ).

H(Y ; W ) は同時分布のエントロピー，H(Yi; W ) は
周辺分布のエントロピーである．p(y)dy = p(x)dx，

p(y) = p(x)/|W | (|W | は W の行列式)であるので，
H(Y ; W )と H(Yi; W )は p(x) とW によって書き直
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せる．

H(Y ; W ) = −
∫

p(y) logp(y)dy

= −
∫

p(x)(log p(x) − log |W |)dx

= H(X) + log |W |,

H(Yi; W ) = −
∫

p(y) logp(yi)dy

= −
∫

p(x) log p(yi)dx

である．信号源が正規分布でないという仮定から

KL(W ) は p(yi) が互いに独立な場合に限り 0 とな
る．KL(W ) を最小化する手法は数多く存在する．こ
こではそのうちの一つ，最急降下法を行なう手法を示

す．すなわち，

∆W ∝ −∂KL(W )
∂W

=
(
(WT )−1 − Ex[ϕ(y)xT ]

)
=
(
I − Ex[ϕ(y)yT ]

)
(WT )−1 (4)

ϕ(y) = −
(

∂ log p(y1)
∂y1

, . . . ,
∂ log p(yn)

∂yn

)T

と更新していくことで W を求められる．ここで (4)
式中の逆行列 (WT )−1 の計算が問題となる．収束性

に関しては正定値行列を掛けても構わないことから

WT W を掛けて [16]，

∆W ∝ (I − Ex[ϕ(y)yT ]
)
W (5)

を新たな学習則とする．この方が計算量も少なく，収

束も速い [17]．信号に強定常性の仮定が置ける場合，
アンサンブル平均を時間平均に置きかえ，η を正の定

数とし，データが観測される毎に次式にしたがってパ

ラメタを更新すれば収束点として W が得られる．

Wt+1 = Wt + η
(
I − ϕ(y)yT

)
Wt.

この更新則は ϕ(y) を含んでおり，これは密度関数の
形が分らなければ計算できない．しかし，適当なパラ

メトリックな非線型関数や統計的な展開法によって近

似しても正しく W が求まる [4]．W を推定するには

ϕ(y) を正確に推定する必要はなく，任意な非線型関
数を用いても良い点が ICA の特徴である．このよう
な推定法はセミパラメトリック推定と呼ばれる．

時間相関

信号の自己相関関数を用いる手法もある．まず，x(t)
の自己相関行列を定義する．

〈
x(t)x(t + τ )T

〉
= A

〈
s(t)s(t + τ )T

〉
AT

= A

⎛
⎜⎜⎝

Rs1(τ) 0
. . .

0 Rsn(τ)

⎞
⎟⎟⎠AT ,

〈·〉 は x(t) の確率分布での平均を表わし，Rsi(τ) は
信号源 si(t) の自己相関関数である．信号の独立性か
ら s(t) の自己相関行列は τ に無関係に常に対角行列

となる．このことが，ここでの独立性の定義となる．

各信号源 si(t) のスペクトル密度が異なるとする．
正しく W を求めたとすると y(t) の相関関数は，

〈
y(t)y(t + τ )T

〉
=
〈
(WAs(t)) (WAs(t + τ ))T

〉

=

⎛
⎜⎜⎝

λ2
1′Rs1′ (τ) 0

. . .

0 λ2
n′Rsn′ (τ)

⎞
⎟⎟⎠ ,

となる．1′, 2′, . . . , n′ は 1, 2, . . ., n の置換を表し，λi

は大きさの任意性を考慮したものである．ノイズがな

く各信号が完全に独立ならば，最適な W は全ての τ

に対し y(t) の自己相関行列を対角行列とする．した
がって x(t) の自己相関行列を複数の時間差 τi に対し

て求め，同時に対角化する行列として W を求めれば

良い [18]．

W 〈x(t)x(t + τi)T 〉WT = Λi, i = 1, . . . , r, (6)

Λi は対角行列である．行列の数が 2の場合はこの問
題は行列の同時対角化問題に帰着され，代数的に一意

に W が求まる [18]．有限時間の平均によって自己相
関行列を推定する場合，2つ以上の τi を選び，自己

相関行列を同時対角化する解を求めたほうがロバスト

な解が得られる．ただし，完全に対角化ができないの

で，何か別の評価関数を考える必要がある [15]．

なお，この同時対角化の考え方と KL情報量に基づ
く分離法との関係は [19]に示されている．
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非定常性

一方，信号 si(t) が非定常な確率過程にしたがって
いるとして分離する手法がある [20]．松岡らは信号の
非定常性に基づき，

Q(t) =
1
2

{
n∑

i=1

log E[y2
i (t)]− log det E[y(t)y(t)T ]

}
,

(7)

(E[·] は各時刻での平均を表わす) という関数を定義
し，この Q を最小化することで ICA の問題を定式化
した．

Q は E[y(t)y(t)T ] が対角行列となった時点で 0 と
なり，W はそれ以上更新されない．信号が定常であ

れば，信号を無相関とする変換 W は Q を 0 とする
ので，行列の回転の不定性が残り，解が得られない．

しかし，信号が非定常であれば，全ての時刻で Q を

最小化する行列として回転の任意性もなく W を求め

ることができる．

3 脳の計測データの解析

合成されたデータに対して ICA を使うと，前節で
示したどのアルゴリズムを用いても，大抵は問題なく

分離できる．しかし，実際の信号を分離しようとする

となかなかうまくいかない．理由はデータに依存する

が，単に ICA を当てはめただけでは解けない問題も
ある．本節と次節では，実際のデータではどのような

困難があるのかを応用例と共に考えてみる．

3.1 ノイズ

ここでは MEG のデータについて考える [21, 22]．
MEG のデータでは，脳内の活動を脳のまわりの 100
～200程度のセンサーを用いて磁場の変化として捉え，
活動の様子とその部位を推定する．MEG は他の手法
と比べ，時間的 (1msec)にも空間的 (数 mm)にも比
較的高い分解能で測定が行なえることが特徴である．

脳活動が作る磁場は非常に小さく (10−14T)，MEG
の測定では脳活動以外の信号 (ノイズ)の方がはるか
に大きい (表 1)．脳の活動が一回の測定から直接観測
できる場合は，てんかんなどの特殊なケースに限られ

る．表 1 を見ると分るが，考えられるノイズには幾つ

強さ T 周波数 Hz

信号

脳磁場 ∼ 10−14 a few ∼ 20

全センサーに共通な雑音

地磁気 ∼ 10−4∼−5 a few ∼ 10

(シールドルーム内) ∼ 10−11

商用電源 ∼ 10−13 50 or 60

各センサーで独立な雑音

センセーノイズ ∼ 10−14 白色雑音

表 1: 信号およびノイズの強度と周波数

かの種類がある．地磁気やセンセーノイズは周波数的

にも脳活動による信号と重なっており，Low-Passフィ
ルターなどでは除去ができない．そこで，視覚刺激や

聴覚刺激に対する応答を見る場合，同様の実験を 50
～100 回程度繰り返し行ない，その平均を使うことで
ノイズを軽減することが多い．
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図 2: 視覚刺激の応答のMEG による観測: 100回の
加算平均後のデータ．約 120 のセンサーの観測信号か
ら 3つを示す．刺激を与えたのは時刻 0であり，刺激
前 100msec から刺激後 412msec までの反応を記録

100回の加算平均後の信号を図 2 に示す．この信号
を見ると，0msec において刺激を与えたのちの反応が
観測できるが，依然としてノイズが多い．この問題の

モデルを考えてみる．ICA の問題はセンサーへの入
力 x が

x = As

と表されるというモデルであった．表 1 の成分をあて
はめるならば，s には脳磁場，地磁気，商用電源が含
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まれるとして良いだろう．しかし，このモデルでは，

センサー毎に独立なノイズ成分というのは含まれてい

ない．センサーノイズを含め，ICA のモデルとして次
のようなものを考える．

x = As + ε

ε は各センサーに独立に加わるノイズである．

この問題は変形すれば

x = As + ε = A′s′ = (A, I)

(
s

ε

)

とかける．ノイズも信号とみなせば，信号源の数がセ

ンサーの数よりも多いことが分る．したがってこのま

ま ICA の問題を解こうとしても必ずしもうまくいか
ない．

我々はこの問題に対し，ε に正規性を仮定し，分離

するアルゴリズムを提案した [22]．詳しくは述べない
が，因子分析と ICA の手法を組み合わせることで行
列 A を推定し，信号の分離を行なった．この場合 ε

に正規性を仮定することで，ICA の解法を拡張でき
た．推定された独立成分を図 3に示す．提案した手法
では，同時に独立成分の数も推定している．同様の手

法に関しては [23, 24]なども参考になるだろう．

3.2 信号の独立性

図 3の結果を詳しく考えてみる．これらは独立成分
であるが，それぞれはどのような信号だろうか．

脳の計測データを ICA によって解析する場合，解
析結果をどのように理解するかが問題となる．MEG
データの場合，観測信号には脳内の活動による信号と

脳の外からの信号 (artifact) が混ざっていると考えら
れる．それぞれの artifact は互いに独立であり，脳磁
場とも独立として良いだろう．

例えば，図 3中の y9 を周波数解析をすると 180Hz
の成分が大きい．これは脳が発生する信号とは考え難

く，商用電源の高周波成分とみなせる．また，y11 は

412msecのところでピークを持つ信号で，これも脳が
作り出した信号ではなく，信号処理の過程で混ざった

信号だと考えられる．このように明らかにノイズ成分

と分る信号もあるが，そうでない信号も数多く含まれ

ている．これらは何であろうか．
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図 3: 推定された独立成分

脳の内部で複数の部位が活動したとする．異なる部

位からの信号であっても，これらは必ずしも統計的に

独立ではない．図 3の結果でも，脳の複数の部位から
の信号が，独立性に基づいて分離され，複数の独立成

分となっているはずである．したがって各独立成分に

生理学的な意味付けをするのは難しい．
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図 4: ノイズ成分を除去し，復元された視覚刺激の応答

我々は，明らかに脳以外から発生したと考えられる

信号は取り除き，それ以外の脳が信号源であると考え
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られる信号を全て用いて MEG の信号を復元する手
法を取っている．その結果得られた信号を図 4 に示
す．図 2 と比べると，刺激を与える前 (−100msec～
0msec)のノイズと思われる信号が無くなり，刺激に
よる反応 (特に 80msec～150msec) の波形がはっきり
とした形で示されている．

我々はさらに，外山らが提案した MEG に対する空
間フィルター法 [25] を用い，脳内の活動を図示する手
法を取り入れている．図 5は ICAによる図 4の結果
を空間フィルター法によって処理したものである．空

間フィルター法では脳の活動を脳内に仮定した球面上

の電流分布として再合成する．この実験では脳の左後

方，視覚野が中心となるように球面を設定した．図で

はその結果を fMRIによって得られた脳表面の図と重
ねて描画してある．図中の矢印は推定された電流を示

している．

図 5の上の二つは，視覚刺激を与える前の脳表面の
電流分布である．刺激前の脳の活動は，ほとんどがノ

イズと思われる．左側の加算平均 (処理前)データでは
脳表面に様々な電流が推定されているが，ICAによっ
て処理し，ノイズを除去すると，ほとんど電流は流れ

ていないことが分る．

下の 2つは視覚刺激後 150msec の電流分布である．
以前の実験により，視覚刺激後 80～150msec に反応
が大きく出ることが分っている．図は視覚野を中心と

した電流分布を表わしており，図の中心である V1 の
周りにうずまくように電流が流れているのが分る．こ

れは処理前，処理後ともに一致した特徴を示している．

一方図の境界付近の信号は空間フィルター法の性質よ

りノイズが多いことが知られている．図から ICA の
処理によってこのノイズの成分が取り除かれているこ

とが分る．

我々の取った方法は一つの例にすぎないが，ICA を
用いる場合，信号にどのような独立性が仮定できるの

かを考慮することが重要である．特に生理学的な部位

の独立性はそれぞれの信号の統計的独立性とは必ずし

も一致しないことを考慮し解析を行なう必要がある．

加算平均データ ICA による処理後
刺激を与える前

加算平均データ ICA による処理後
視覚刺激に対する応答

図 5: 空間フィルター法による MEG データの図示

4 音声信号の分離

前節では，信号の性質を考えることによって，既存

の ICA の問題を拡張したこと，解析結果をどのよう
に理解するのかについて，我々がとった立場を説明し

た．本節では，ICAを音声信号分離の問題へ拡張する
手法について説明する．

本稿の読者は，多くが脳の研究に何らかの形で関

わっているはずである．MEG, EEG, fMRI などの脳
の計測信号は多くの場合，信号源から観測までの時間

遅れを考えなくても良い．したがって線形混合の問題

で十分である．しかし，音声信号や無線信号などでは

信号源から観測点までの到達時間の遅れを考えなけれ
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ばいけない．すなわち，問題は

x(t) = A(t) ∗ s(t)

xi(t) =
∑

k

aik(t) ∗ sk(t),

aik(t) ∗ sk(t) =
∞∑

τ=0

aik(τ)sk(t − τ ),

のように畳み込みを用いて定義することになる (図 6)．
フィルターとしては無限のインパルス応答を考えるこ

ともできるが，現実的には有限のインパルス応答を

(FIRフィルター)を考えれば十分であろう．

s

s

x

x

1

2

1

2

21

22

11

12

a   (t)

a  
 (t

)

a   (t)

a   (t)

図 6: 2入力 2出力の音声信号の分離

時間遅れを含む混合の場合，分離のためには線形の

行列 W ではなく，y(t) の各成分が独立となるような
フィルター W (t) を求める必要がある．

y(t) = W (t) ∗ x(t)

W (t) = {wij(t)} はフィルターを成分とする行列の形
をしており，推定しなければならない変数の数は非常

に多い．

この問題の解を求めるためには，信号の独立性をど

のように考えるかと同時にフィルターをどのように設

計するかが問題となる．一つの考え方は直接 FIR の
係数を推定し，逆フィルタを構成して分離する手法で

ある．(4)式や (7)式の関数を畳み込み混合の場合に
拡張し，問題を解くことができる [10, 26]．
一方，時間周波数方向に展開し，問題を解くことも

できる [27, 15, 28]．以下で説明する．
x(t), s(t), A(t) を Fourier 変換したものを ω を周

波数としてそれぞれ x̂(ω), ŝ(ω), Â(ω) と置くと，

x̂(ω) = Â(ω)ŝ(ω),

という関係が成りたつ．特に音声信号は数十msec で
は定常とみなせるが，それ以上長い時間では定常では

無いと考えられるので，信号が短い時間ではある種の

定常性があり，長い時間では非定常性が強いという仮

定をし近似的に，

x̂(ω, ts) = Â(ω)ŝ(ω, ts),

という関係が成り立つとする．ここで x̂(ω, ts) と
ŝ(ω, ts) は x(t), s(t) を windowed Fourier 変換した
ものである．ω を無視してこの式をながめると，これ

は (1)式と等しい．したがって，各周波数で (1)式の
問題を解けば，分離ができる．

しかし，時間周波数毎に別の問題として分離を行い，

全ての周波数の結果をまとめて信号を復元する際，新

たな問題が生じる．ICA の解法では順番の入れ違い
と大きさの任意性が取り除けない．しかし，各周波数

の分離結果を合成する際には周波数毎に同じ信号源の

信号をまとめる必要がある．また，各周波数で正しい

大きさにそろえなければ，再構成された音が不自然と

なる．

大きさの任意性を解くには，推定された分離行列

W (ω) の逆行列を用いればよい．W (ω)−1 は A(ω) に
あたるものだが，W (ω) によって分離された信号の各
成分を W (ω)−1 によって再構成すれば，再構成され

た信号は観測点における信号の大きさを推定したこと

になり，大きさの任意性は取り除ける．

順番の入れ違いに関しては，他の知識を使う必要が

ある．我々は音声信号の非定常性を用いる手法を提案

した [28, 15]．他にもよりよい手法はあるだろう．重要
なことは時間遅れを含む混合を時間周波数方向へ変換

することで簡単に解を求められるようになる一方，新

たな問題が生じたこと，その問題をなんらかの方法で

解かなければ満足する結果が得られないことである．

問題によっては，このように基本となる ICA では解
けなかった順番と大きさの任意性を解く必要がある．

5 これからの話題

多次元信号を独立な成分に分離することが ICA の
目的である．その際，ことさらに信号に関する知識を

持たなくても良いことが特徴である．しかし，3節，4
節のように，目的の結果を得るためには，単に ICA
によって分離を行なうだけでは不十分であり，ICA 以
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外の部分が重要であることが分る．そのためには信号

や混合過程に関する知識を用いる必要がある．これは

ICA の特徴と矛盾するようであるが，対象の情報を
より多く使えばより良い結果が得られるのは当然のこ

とである．

現在の ICA に関わる研究の全ては把握できないが，
理論的にも応用としても様々な方向で数多くの研究が

行なわれている．その中には以上のように対象の情報

をとりいれることで分離を良くしようというものが数

多く見られる．すなわち，今までは未知としていた信

号 s の確率分布や混合行列 A に関する知識を積極的

にモデルに組み込む手法の研究である．

問題によっては信号源 s に関して，ある程度確率分

布の形が分っている場合も多い．そのような知識を用

いる手法は多く提案されている．また，時間周波数方

向での音声分離の手法では，si に関して面白い仮定を

している手法がある．音声や楽器などの調音構造を持

つ信号を時間周波数方向に展開すると，周波数方向に

は疎である．これを利用し，2つのマイクロフォンで
得た信号を時間周波数方向に展開し，各周波数におい

て 2つの信号源の分離をすることで，全体としては 2
つ以上の音信号を分離することが可能となることが示

されている [29]．このように，信号に関する情報を積
極的に用いることで，より良い分離が可能となる．

混合行列 A に関する知識を用いる手法も提案され

ている．A に確率分布を仮定する手法 [30, 8] は自然
画像の解析の際には良く用いられている手法である．

これにより，単純細胞や複雑細胞の受容野が再現でき

ることが示されている．今後は積極的に信号源から観

測点までの物理的な構造を入れ，ICA の問題を解く
こともできると考える．

一方で，信号源の知識を用いない手法としても，理

論的に様々な研究が行なわれている．確率分布の近似

手法 [31]，コスト関数としてKL 情報量を拡張したも
のを用いる手法 [32, 33]，あるいは既存のコスト関数
をもとにアルゴリズム自体の高速化法などが提案され

ている [34]．アルゴリズムの性能の向上のためには，
まだまだ研究することは多く残されている．

6 最後に

様々な分野で ICA を利用できないかという期待が
増えている．プログラムは web を通じて得られるし，
理論的背景を知るための教科書的な本の出版も最近に

なって相次いでいる [35, 36, 37]3．また，様々な研究
をまとめて本の形にしたものもあり [38, 39]，最新の
研究を効率よく知るためには良いものと思う．様々な

分野で ICA が使われるようになればと考える．
ICA の国際会議は 1999年に第 1回をフランスで開

催した後，約 1年半毎に一回のスケジュールでフィン
ランド，アメリカと計 3回開催された．内容はその規
模と同様に回を重ねる毎に広がりを見せている．その

発展に際し，インターネットの便利さを有効に利用し

た ICAであるが，ICA2001 の予稿集は全てインター
ネットから閲覧できるようになっている [40]．通常は
手に入り難い予稿集がこのように気軽に手に入ること

は，研究を進める上で大変有用である．2003年 4月
には第 4回となる ICA の国際会議が日本で開催され
る [41]．応用も含め，幅広い内容についての活発な議
論が行われるものと思う．
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