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1 まえがき

独立成分解析 (ICA, Independent Component Analy-
sis) は主成分分析 (PCA, Principal Compoenent Anal-
ysis)と同様，多次元信号の解析手法である．PCA では
信号の 2次の相関のみに注目し，それらを無相関にする
変換を求める．これに対し ICA は高次の統計量，ある
いは時間的な相関に基づく独立性により信号を分離する

変換を求める．正規分布以外の確率分布に対しては一般

に無相関と独立性とは一致しない．したがって PCA と
ICA は異なる結果を与える．
この ICA が近年注目されるようになったのは，問題

の単純さとその応用の可能性からである．ICA では信
号源が独立であるという仮定のみを置く．このことから

Blind Source Separation とも呼ばれ，この仮定に基づ
いて信号を分離する．

例えば脳計測によって得られたデータを考える．脳内

では様々な部位が活動しており，それらが混合されて観

測される．さらに外部からのノイズが加わる場合が多い．

これらが独立だと考えられれば ICA の仮定があてはま
る．この他にも雑音の加わった画像，また複数の話者が

同時に発声している信号を分離する問題などが挙げられ

る．ICA の手法を用いれば，これらが自動的に独立な
成分として分離できるのである．

本稿では近年盛んに研究されている ICA について問
題の定式化，代表的な解法，応用の現状について述べる

[2]．

2 ICA の問題

本章では ICAの問題について説明する．ICAは Blind
Source Separation (BSS) と Blind Source Deconvolu-
tion を含む総称として用いられる．BSS は時間遅れな
く混合された信号に対して用いられ，Blind Source De-
convolution は時間遅れがある場合に用いられる．
まず BSS の問題を示す．信号源が次のベクトルで与

えられるとする．

s(t) = (s1(t), . . . , sn(t))T
t = 0, 1, 2, . . .

s(t) の各成分の平均は 0，各成分は互いに独立であると
する．T は転置を表わす．観測は，

x(t) = (x1(t), . . . , xm(t))T
t = 0, 1, 2, . . .

で表すものとする．これは m個のセンサーで観測され

た信号だと考えればよい．センサーの数 m と信号源の

数 n は必ずしも一致しない．ここで s(t) と x(t) との
間に，

x(t) = As(t), (1)

という線型の関係を仮定する．A は m× n の実数行列

である．BSSの問題は s(t) の確率分布の形と A に関す

る知識を持たずに x(t) を n 個の独立な信号成分に分離

することである．

n ≤ m であるならば解は存在する．すなわち，ある

n × m の実数行列 W が存在し，

y(t) = Wx(t), (2)

によって互いに独立な y(t) を再構成できる．WA = I

(I は n× n の単位行列)となれば y(t)と s(t) は一致す
る．しかし，y(t)の成分の順番を入れ替えても独立性は
保たれ，各成分の大きさも独立性には影響しないことか

ら permutation と amplitude の 2つの任意性は許容し
た上で独立な信号成分に分離できればそれを解とする．

n > m の場合，実数行列では原理的に分離できない．

信号の性質によっては非線型なフィルタリングによって

ある程度のことができる場合もある [11]．また，

x(t) = As(t) + n(t), (3)

のように観測に n 次元のノイズが加わる問題を考える

場合もある．このように (1)式の問題を基に問題を拡張
できる．以下，本稿では m = n が成り立ち，ノイズの

無い場合を扱う．

一方 Blind Source Deconvolution の問題は，

x(t) = A(t) ∗ s(t)

xi(t) =
∑

k

aik(t) ∗ sk(t), (4)

aik(t) ∗ sk(t) =
∞∑

τ=0

aik(τ)sk(t − τ ),
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のように畳み込みを用いて定義する．音声信号などを複

数のマイクで録音した場合がこれにあたる．この問題で

は y(t) の各成分が独立となるようなフィルター W (t)
を求めることになる．

y(t) = W (t) ∗ x(t) (5)

この問題も BSSの場合と同様に mと nの関係，ノイズ

の有無，さらに A(t) の特性によって問題を拡張できる．

3 ICA の解法

本章では ICA の代表的な解法について述べる．まず
PCA (Principal Component Analysis, 主成分分析)と
ICAの関係について述べ (3.1)，次に BSSの解法につい
て代表的な二つの解法の概要を説明する．1つは確率分
布の独立性に基づく分離法 (3.2)であり，多くの解法は
これに含まれる．この手法の特徴は gradientを用い，信
号の時間構造を用いない点である．他の 1つは時間相関
に基づく分離法である (3.3)．これは信号の時間構造を
積極的に用いる．さらに，Blind Source Deconvolution
の代表的な解法についても概要を述べる (3.4)．

3.1 PCA と ICA
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図 1: Source signals

PCA では多次元の観測信号の共分散行列を用い，そ
の行列の固有値ベクトルの方向へ信号を写像する．多次

元の信号 s(t) が (1)式のように，線型な行列を通して混
合された関係を持ち x(t) として観測されたとする (例
えば図 1 のような 2つの音声信号が図 2のように混ざっ
て観測されたとする．各図の左側は時系列として，右側

では時間を無視し，2次元平面に信号を表わした．図中
の楕円は共分散行列に対応する)．

観測信号の共分散行列を，

V =
1
N

N∑
t=1

x(t)x(t)T , (6)
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図 2: Observed signals

とする．任意の正定値実対称行列 Rに対する平方根行列√
R を

√
R

T√
R = R となる行列として定義する．V −1

の平方根行列
√

V −1 によって観測ベクトル x(t) を変換
し x′(t) =

√
V −1x(t) とすると x′(t) の各成分は互いに

無相関である．

1
N

N∑
t=1

x′(t)x′(t)T =
√

V −1V
√

V −1
T

= I, (7)

PCA ではこのように信号を無相関にする．信号が正規
分布にしたがえば，無相関であれば独立であるが，一般

には無相関であっても必ずしも独立ではない．
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図 3: Applying PCA on observed signals

例えば図 2の信号は PCA によって図 3のように変換
される．共分散行列が単位円となり，相関は無いが信号

は依然として混ざっており，回転の任意性が残っている．

この回転まで含めて信号を独立にしようというのが ICA
である．ICA の処理を行なった結果を図 4に示す．
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図 4: Result of solving ICA problem

次節以降で ICAの解法について説明する．実際に ICA
を行う場合，まず PCAの前処理をすることが多い．ICA
ではこの前処理を特にWhitening または Spheringと呼
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ぶことがある．これは必要な処理ではなく，前処理の有

無は次節以降の議論に影響しない．ただし前処理を行え

ば ICA によって求めるべき行列が回転行列に限られる
ことから，収束が速い場合がある．

3.2 確率分布の独立性に基づく分離法

この手法では，信号源の各成分 si(t) が正規分布では
ない確率分布にしたがっていると仮定する．ただし確率

分布は未知である．今，y(t) の同時分布密度関数を，

p(y) = p(y1, · · · , yn)

と置く．行列 W によって観測信号 x(t)が正しく分離で
きたならば y の各成分 yi は独立になる．このとき p(yi)
を yi についての周辺分布密度関数とすれば p(y) はこ
の周辺分布密度関数の積として p(y) =

∏n
i=1 p(yi) とか

ける．そこで，p(y) と
∏n

i=1 p(yi) とが一致するように
W を求めるのがこの手法である．多くの手法では評価関

数として p(y)と
∏n

i=1 p(yi) との間のKullback-Leibler
divergence (別の言葉を使えば {Yi} (i = 1, . . . , n) の相
互情報量)を小さくするように W を求める．K-L diver-
gence の定義は次の通りである，

KL(W ) =
∫

p(y) log
p(y)∏n

i=1 p(yi)
dy

= −H(Y ; W ) +
n∑

i=1

H(Yi; W ). (8)

H(Y ; W )は同時分布のエントロピー，H(Yi; W )は周辺
分布のエントロピーである．p(y)dy = p(x)dx，p(y) =
p(x)/|W | (|W | は W の行列式)に注意すると，(8)式
の H(Y ; W ) と H(Yi; W ) は p(x) とW によって書き

直せる．

H(Y ; W ) = −
∫

p(y) log p(y)dy

= −
∫

p(x)(log p(x)− log |W |)dx

= H(X) + log |W |, (9)

H(Yi; W ) = −
∫

p(y) log p(yi)dy

= −
∫

p(x) log p(yi)dx (10)

である．信号源が正規分布でないという仮定からKL(W )
は p(yi) が互いに独立な場合に限り 0 となる．W を求

めるには KL(W ) の W に関する勾配を求め，最急降下

法を行なえば良い．

∆W ∝ −∂KL(W )
∂W

=
(
(WT )−1 − Ex[ϕ(y)xT ]

)
=

(
I − Ex[ϕ(y)yT ]

)
(WT )−1 (11)

ϕ(y) = −
(

∂ log p(y1)
∂y1

, . . . ,
∂ log p(yn)

∂yn

)T

(12)

と更新していくことで W を求められる．計算上 (11)式
中の逆行列 (WT )−1 が問題となる．収束性に関しては

正定値行列を掛けても構わないことから WT W を掛け

て [5]，

∆W ∝ (
I − Ex[ϕ(y)yT ]

)
W (13)

を新たな学習則とする．この方が計算量も少なく，収束

も速い [4]．信号に強定常性の仮定が置ける場合，アン
サンブル平均を時間平均に置きかえ，η を正の定数とし，

データが観測される毎に (14)式にしたがってパラメタ
を更新すれば収束点としてW が得られる．

Wt+1 = Wt + η
(
I − ϕ(y)yT

)
Wt. (14)

この更新則は ϕ(y) を含んでおり，これは密度関数の
形が分らなければ計算できない．しかし，適当なパラ

メトリックな非線型関数や統計的な展開法によって近

似しても正しく W が求まる [3]．近似の具体的な方法
によって，様々な手法が提案されている．Cardoso と
Souloumiac[9]，また Jutten と Herault[18]の手法は多
項式を用いてこれを近似したことに対応している．Bell
と Sejnowski [7]は sigmoid関数を用いている．Common
[12] は後者の手法を調べ，Edgeworth 展開に基づく手
法を提案した．甘利らは Gram-Charlier 展開を用いて
いる [5]．他にも混合正規分布を用いる方法など [6]様々
な手法が提案されている．一般に，正規分布より裾が “
重い”(sub-Gaussian)場合は多項式などで近似し，正規
分布より裾が “軽い”場合 (super-Gaussian) Sigmoid 関
数などで近似するのがよいとされている．

3.3 時間構造に基づく分離法

ここでは音声信号のように強定常ではない信号を考え

る．時間構造に基づく手法にも複数の手法がある．河本，

松岡らは音声信号などのもつ非定常性に基づき，

Q =
1
2

{
n∑

i=1

log E[y2
i (t)] − log det E[y(t)y(t)T ]

}
, (15)
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(E[·] は各時刻での平均を表わす)という関数を最小化す
る形で BSS の問題を定式化した [21, 19]．
これとは別に Molgedey と Schuster は，自己相関関

数に基づく手法 [23]を提案している．ここでは信号にエ
ルゴード性を仮定し，各信号源のスペクトル密度が異な

るとする．観測データの相関関数は信号源の独立性より，

〈
x(t)x(t + τ )T

〉
= A

〈
s(t)s(t + τ )T

〉
AT

= A

⎛
⎜⎜⎝

Rs1(τ) 0
. . .

0 Rsn(τ)

⎞
⎟⎟⎠AT , (16)

とかける．〈·〉 は x(t) の確率分布での平均を表わし，
Rsi(τ) は信号源 si(t) の自己相関関数である．一方正
しく W を求めたとすると y(t) の相関関数は，

〈
y(t)y(t+ τ )T

〉
=

〈
(WAs(t)) (WAs(t + τ ))T

〉

=

⎛
⎜⎜⎝

λ2
1′Rs1′ (τ) 0

. . .

0 λ2
n′Rsn′ (τ)

⎞
⎟⎟⎠ , (17)

となる．1′, 2′, . . . , n′ は 1, 2, . . . , n の置換を表し，λi は

大きさの任意性を考慮したものである．ノイズがなく各

信号が完全に独立であるならば，最適な W は全ての τ

に対し y(t) の相関関数を対角行列とする ((17) 式)．し
たがって x(t) の相関関数を複数の時間差 τi に対して求

め，同時に対角化する行列として W を求めれば良い．

W 〈x(t)x(t + τi)T 〉WT = Λi, i = 1, . . . , r, (18)

Λi は対角行列である．行列の数が 2つの場合はこれは
行列の固有値問題に帰着され，代数的に一意に W が求

まる [23]．ノイズのある場合には 2つ以上の τi を選び，

相関行列を同時対角化する解を求めたほうがロバスト

な解が得られる．ただし，ノイズの影響で完全に対角化

ができないので，何か別の評価関数を考える必要がある

[16, 30]．この同時対角化の考え方と前節の確率分布の
独立性に基づく分離法との関係は甘利によって示されて

いる [1]．

3.4 Blind Source Deconvolution

時間遅れのある混合に対しては，3.2,3.3節の手法を拡
張する必要がある．

1つの拡張の方法は，分離行列を線型な FIR フィル
ターとして拡張し，BSS の問題を解くときに用いた評

価関数を基に FIR フィルターの係数を求める方法であ
る．このような手法には K-L divergence に基づく方法
[13]や (15)式の関数に基づく方法 [19]がある．
もう 1つの拡張としては，信号を時間周波数方向に展

開し，各周波数軸で ICA を行なう方法がある [17, 26]．
(5)式の x(t), s(t), A(t) を Fourier 変換したものを ω

を周波数としてそれぞれ x̂(ω), ŝ(ω), Â(ω) と置くと，

x̂(ω) = Â(ω)ŝ(ω),

という関係が成りたつ．特に音声信号は数 10msec では
定常と見なせるが，それ以上長い時間では定常では無

いと考えられるので，信号が短い時間ではある種の定常

性があり，長い時間では非定常性が強いと仮定し，近似

的に，

x̂(ω, ts) = Â(ω)ŝ(ω, ts), (19)

という関係が成り立つとする．x̂(ω, ts) と ŝ(ω, ts) は
x(t), s(t) を windowed Fourier 変換したものである．
周波数を固定するとこの式は BSS の問題と等しい．す
なわち各周波数で独立に BSS を行ない，その結果をま
とめれば分離できるように見える．しかし，このままで

は分離した結果を周波数でまとめ，時間信号に復元する

ときに問題が生じる．perumutation と amplitudeの任
意性があることから，単に周波数毎に並べても大きさと

順番の入れ違いが起ってしまうからだ．この問題を解決

すれば，以上の方法で Blind Source Deconvolution を
行なえる．我々はこの 2つの問題を解く 1つの手法を提
案している [17]．

4 信号処理への応用

4.1 脳計測データ

脳研究の分野では盛んに ICA が用いられている．代
表的なものは EEG (Electroencephalogram, 脳波計),
MEG (Magnetoencephalography, 脳磁計), MRI (Mag-
netic Resonance Imaging, 磁気共鳴画像)のデータ解析
である [27, 20, 8, 16, 28]．この他にも optical record-
ing への応用や多数の Photo-detector による同時計測
(Multi-unit Recording) に対し ICA を用いた解析がさ
れている．ここでは EEG, MEG と MRI について説明
する．

まず EEG, MEG について説明する．EEG と MEG
では脳内の活動を，EEG では電位によって，MEG で
は磁場によって外部から複数のセンサーで時系列として
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観測する．脳内ではいくつかの活動部位が独立に活動を

行なっていると考えられる．また，脳からの電位，磁場

とは別に，外部からのノイズや脳自体が発生するノイズ

(心電やまばたきなど解析する上で必要のない信号．ブ
レインノイズ) が加わって観測される．これらはそれぞ
れ独立だと考えられる．また電場も磁場も時間遅れなく

伝わるとして良いことから EEG, MEG は BSS の問題
と等しい．
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図 5: 観測信号
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図 6: 独立成分

MEG データの例を示す [16]．MEG データは非常に
微弱な信号を測定しており，地磁気や商用電源，量子力

学的効果によるノイズを取り除くために通常は 100回程
度の加算平均を行なう．図 5には加算平均を行なわない
信号を示す1．このMEG測定器には全部で 129channel
のセンサーがある．図にはこのうち 5つのみを示した．
図は生理食塩水で満された球状の模型に電線を埋めこみ，

微少な三角波電流を流したもので，視覚的には信号が確

認できない．これに対し ICA を行なった結果，図 6の
ように地磁気 (Source 1) 商用電源 (Source 2,3)入力信

1このデータは島津製作所によって測定された

号 (Source 4)などが加算平均無しに得られる．

MRI データの解析にも ICA が応用されている [22]．
MRI では観測される信号は画像の時系列である．時間
方向のサンプル数は画素数に比べれば少ない．したがっ

て x(t) の各成分を画素とし，時系列として問題を定
式化するとサンプル数が足りず問題が解けない．この

ような問題には x(t) の t 方向には画像をスキャンし

(t = 1, . . . ,画素数)，x(t) の成分 xi(t) はある時刻での
画像をとる (i = 1, . . . ,時間方向のサンプル数)．この結
果得られる各独立成分は画像となり，独立な画像が混

ざって各時刻で観測されることになる．

このように EEG, MEG の解析では ICA によって加
算平均の回数が減り，ノイズを軽減する可能性がある．

また MRI においても今までとは異なるデータ解析の結
果が得られている．しかし ICA は信号を統計的に独立
に分離することが目的であり，分離された信号の物理的

な意味は与えない．この解釈については，脳の研究と合

わせて考える必要がある．

4.2 画像処理，音声信号

工学的な応用として，画像や音声信号を ICA の手法
で解析しようという試みもある．

以前から ICA の例として人工的に混合された画像が
しばしば用いられていた [10] ．このような例では MRI
の処理と同様に変数を作り，ICAを用いている．これと
は別に自然画像を小さな部分に切り，その中での sparce
coding[25] と同様の画像表現を ICA の考え方に基づい
て導こうというものがある [15]．

音声信号の分離は Cocktail Party 効果との関係から，
また音声認識などの応用と直ちに結びつけられることか

ら [14]注目されている．しかし第 3 章にある通り Blind
Source Deconvolution は BSS に比べ解法が難しく，処
理に時間がかかる．我々は音声信号の分離を目指したア

ルゴリズムを提案し [24] いくつかの例を公開している．
興味があれば URLを辿って聞いて頂きたい2．

1999年 1月に初めての ICAに関する国際会議 ICA’99
がフランスにおいて開かれた．この中で，それぞれのア

ルゴリズムを比べるためのデータを作る計画が議論され

た．音声信号に関しては少ないながらも幾つかのデータ

が用意され始めた3．ICA の研究を行なう場合には配布
されているデータを用いるのも良いだろう．

2http://www.islab.brain.riken.go.jp/˜shiro/
3http://www.ele.tue.nl/ica99/

5



5 まとめ

本稿では ICA の問題，代表的な解法，応用の概要を
示した．理論的な研究としては，センサーの数と信号源

の数が一致しない場合 [29]，ノイズのある状況下での信
号分離について考えていく必要がある．ICA’99 におい
てもこれらの問題が議論されていた．

応用での問題の 1つは，例として挙げた MEG データ
解析のように，ICAの結果得られた独立成分の物理的な
解釈である．脳のデータに関しては生理学的な知見と合

わせて，正しい解釈を行なっていく必要がある．Blind
Source Deconvolution の問題はまだ未解決の部分も多
く，実用を可能にするためには，実時間で分離を行なえ

る on-line アルゴリズムが必要である．
ICA は，主成分分析と同様に多変量データ解析の基

礎的操作としての位置を確立しつつある．正しく ICA
を理解し，様々な分野で積極的に ICA が用いられてい
くことを期待する．文献や MATLAB で書かれたプロ
グラムなどは公開されているものも多い4．参考にして

頂きたい．
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